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“O sentimentalismo é o progenitor, o avd e a parteira
da brutalidade” (Theodore Dalrymple)

“...todas as coisas estéo cheias de cansago; ninguém
0 pode exprimir: os olhos nao se fartam de ver, nem os
ouvidos se enchem de ouvir. O que tem sido isso é o
que ha de ser; e o que se tem feito, isso se tornara a
fazer; nada ha que seja novo debaixo do sol. Ha
alguma coisa de que se possa dizer: V&, isto € novo?
ela ja existiu nos séculos que foram antes de nés. Ja
nao ha lembranca das geragcbes passadas; nem das
geragdes futuras havera lembranca entre os que virao
depois delas.” (Eclesiastes 1:7-11).



Resumo

Nesta monografia tratamos do tema de otimizagao continua fazendo um estudo dos
métodos de ordem um, Polak-Ribiére, e de ordem dois, Newton truncado. Buscou-se
entender com este trabalho as vantagens de cada um dos dois métodos quando
utilizados para minimizar alguns tipos de fun¢des multidimensionais presentes na
literatura de otimizagdo, assim como pretendeu-se propiciar uma introdug¢ao nao tao
formal ao assunto da otimizacdo, mais especificamente o caso da minimizacéo.
Primeiramente foi conduzido um estudo bibliografico dos fundamentos de otimizagao
continua, objetivando revisar o ferramental matematico necessario ao entendimento
tema proposto. Em seguida foi conduzido outro estudo bibliografico detalhado os
principais aspectos algoritmicos e matematicos dos dois métodos supramencionados.
Por fim, foi conduzido um teste onde simulamos a minimizagcéo das mesmas 5 fungdes
para ambos os métodos buscando comparar seus desempenhos, utilizando para isso
a implementacédo destes métodos oferecida pela biblioteca Scipy da linguagem de
programacao Python. As métricas utilizadas para esta comparagdo, que sao
oferecidas no final da iteragao pela prépria biblioteca Scipy, foram numero de testes
da fungdo, numero de iteragdo do método, nimero de testes do jacobiano. Os
resultados apontaram para um melhor desempenho do método de Polak-Ribieére em
trés dos cinco casos das funcdes propostas, porém o método Newton Trunca se
mostrou também muito eficiente na entrega da solugdo. Concluimos com este trabalho
que o assunto otimizagdo, assim como os dois métodos especificos tratados aqui sdo
uma boa iniciagao para os interessados em otimizacéo.

Palavras chave: Polak-Ribiére, Newton truncado, Minimizagéo, Python.



Abstract

In this monograph we deal with the theme of continuous optimization, making a study
of the order one, Polak-Ribiére, and order two, Newton truncated methods. This work
sought to understand the advantages of each of the two methods when used to
minimize some types of multidimensional functions present in the optimization
literature, as well as providing a not so formal introduction to the subject of optimization,
more specifically the case of minimization. Firstly, a bibliographic study of the
fundamentals of continuous optimization was conducted, aiming to review the
mathematical tools necessary to understand the proposed theme. Then, another
detailed bibliographic study was conducted on the main algorithmic and mathematical
aspects of the two methods mentioned above. Finally, a test was conducted where we
simulated the minimization of the same 5 functions for both methods in order to
compare their performance, using the implementation of these methods offered by the
Scipy library of the Python programming language. The metrics used for this
comparison, which are offered at the end of the iteration by the Scipy library, were
number of function tests, method iteration number, number of Jacobian tests. The
results pointed to a better performance of Newton's Truncated method in all cases of
the proposed functions, but the Polak-Ribiére method was also very fast in delivering
the solution. We conclude with this work that the subject of optimization, as well as the
two specific methods discussed here, are a good introduction for those interested in
optimization.

Keywords: Polak-Ribiére, Truncated Newton, Minimization, Python.
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1 INTRODUGAO

Formalmente a otimizagcdo € campo de estudo da matematica, que permeia
tanto o que se chama de matematica pura quanto matematica aplicada. E pura porque
envolve conceitos de outros campos notoriamente tidos como abstratos, como a
analise real, topologia e analise funcional, entre outros. E também matematica
aplicada, pois se ocupa de, por meio de sua metodologia, de resolver problemas de
cunho pratico que encontramos no dia-a-dia. Porém, o fato € que direta ou
indiretamente a otimizacdo estd presente em nosso meio, em problemas de
engenharia, economia e na tomada de decisdo (RIBEIRO; KARAS, 2013). Na maior
parte dos problemas de otimizagao o que se pretende € minimizar ou maximizar certa
variavel. Pode ser, por exemplo a variavel K="kilometro por litro(km/l)", onde o dbvio
seria maximizar K. Ou poderia ser R="gastos com reparos de caminhdes", em que
para uma empresa de logistica terrestre, em exemplo, o objetivo seria minimizar K.

Quando se fala em otimizar é necessario destacar que existem diversos tipos
de problemas de otimizacao, que sao tipificados segundo caracteristicas especificas
da funcdo que se pretende maximizar ou minimizar. Alguns tipos de otimizagao sao:
programacao linear, otimizacdo combinatéria e otimizagao continua, que € a tratada
neste trabalho.

A otimizacao continua lida com problemas em que a variavel de controle x pode
assumir uma infinidade de valores em um dado intervalo |, no qual o problema esteja
definido. Estes problemas s&do modelados como fungdes de uma ou varias variaveis,
podendo estas fungdes ter diversas caracteristicas que determinarao os métodos mais
adequados de lidar com a busca do valor 6timo. Problemas que podem ser modelados
como fungdes fortemente convexas e quadraticas, podem ser otimizados por métodos
baseados no gradiente da fungdo ou na matriz hessiana, que para esse tipo de
problema apresentam alta eficacia, ou mais formalmente dizendo, uma convergéncia

rapida.
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1.1.Reflexao antropologica sobre a otimizagao

Se vocé pensa o mundo surgiu na revolugdo americana, francesa ou industrial.
Se acredita que a grande evolugao do ser humano foi proporcionada pela revolugao
sexual dos anos 60 e 70 , ou para alguns mais jovens, que tem fé que a revolugéo
proporcionada pelos computadores e pela internet foi, até agora, o apice do ser
humano. Esqueca isso. Foi provavelmente a revolugao agricola ou revolugéo neolitica,
como ¢é conhecida na literatura especializada, que mudou a histéria da humanidade.
Antes da ascensao da agricultura, o ser humano era uma espécie pouco diferente das
demais no aspecto de aquisicdo de comida. E claro que nesse momento a revolugéo
cognitiva do homem, como é conhecida, ja havia acontecido por volta de 50 a 30 mil
anos antes, mas n&o tocaremos nesse assunto aqui.

A pratica de cacgar e coletar frutos para se alimentar todos os dias era a regra
para espécie homo sapiens, vindo dessa pratica a nomenclatura cagador-coletor.
Eramos némades, andarilhos, pois quando uma regido tinha suas fontes de
alimentagdo exauridas, nos deslocavamos em busca de um novo local que
propiciasse recursos para nossa sobrevivéncia. A partir de certo momento, a espécie
humana passa a cultivar, claro, de um modo rustico, certas culturas de plantas que
coletava e consumia diariamente. Com o passar do tempo, esse modelo cultivo
primitivo evoluiu e se tornou mais complexo e especializado, com desenvolvimento de
técnicas de irrigagao e plantio seletivo, o que provavelmente levou ao aumento da
producao de alimentos por area. Foi nesse periodo que o homem também comecou
a domesticar certos animais para utilizagcdo em servico ou mesmo para sua
alimentagcdo. Com o desenvolvimento dessa pratica agricola, o homem passa a
produzir seu proprio alimento, ndo precisando mais se deslocar em busca de novos
ambientes em busca de recursos para sua sobrevivéncia. Essa transicao feita de um
comportamento nébmade para um agricola e sedentario fixo, foi o que tornou viavel o
crescimento populacional assimétrico que tivemos nos ultimos milénios. A revolugao
agricola, ao permitir o aumento da populacéo e a fixacdo de tribos em um local e ali
permanecer indefinidamente, foi o que impulsionou a criagado de povos e civilizacdes,
culminando também no desenvolvimento da escrita como meio de registro e

transmissao de conhecimento e informagdes. Esse periodo, conhecido também com
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transicdo demografica neolitica em conjunto com a revolugdo cognitiva, foi com
certeza os dois maiores saltos no desenvolvimento humano que tivemos.

Nos evoluimos no sentido de que n&o precisamos mais agir como cagadores-
coletores, porém essa pratica esteve presente em todo o percurso do homo sapiens,
antes mesmo da revolugdo cognitiva que permitiu nossa espécie se sobressair sobre
todas os outros homos. Entdo por centenas de milhares de anos agimos assim
cagando e coletando para se alimentar. Ou seja, mesmo apds milénios de evolugéo,
ainda existem tragos nédmades em nds, em nivel psicologico. E o que isso tem a ver
com o tema otimizacao, podemos perguntar. Tudo. Pois, como foi dito a otimizacao
surge das necessidades encontradas no dia a dia.

Em uma pesquisa universidade de Genebra na Suig¢a conduzida pelo psicélogo
Boris Cheval sobre os beneficios da atividade fisica na mente humana, foi constatado
que mediante a alguma atividade nosso cérebro envia sinais ao nosso organismo para
que ele economize energia. Concluiram que este € um dos motivos pelos quais a
pratica de exercicios fisicos € tao dificil para pessoas que ndo estdo acostumadas.
Essa constatacdo explica muitas coisas, inclusive, o porqué da necessidade de se
otimizar diversos aspectos e problemas que surgem no dia a dia.

Pense por exemplo no periodo da colheita do milho no inicio da revolugao
agricola , o que os responsaveis pela plantagao faziam para colher o milho no minimo
de dias possiveis. Aumentavam a quantidade de pessoas, se trabalhava mais horas
por dia? As opgbes sao muitas, mas o objetivo era o mesmo, diminuir os dias gasto
na colheita. Como esse, existem varios exemplos de otimizagdo que sdo comuns ou
nao ao nosso dia a dia, indo desde uma tarefa muito comum como reduzir o tempo
gasto no banho e, indo a até a otimizagdo de problemas complexos como a

minimizagéo de residuos resultantes de processos quimicos.
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2 FUNDAMENTOS MATEMATICOS DA OTIMIZAGAO CONTINUA

Neste capitulo pretendemos expor os fundamentos matematicos necessarios a
boa compreensao dos métodos de otimizacdo continua. Os aspectos matematicos
advém principalmente das areas do calculo multivariavel, algebra linear e analise real.
E fundamental que ideias como o de vetor gradiente, matriz hessiana, espagos
vetoriais, convergéncia de sequéncias e séries, fungao objetivo entre outros,
sejam claras ao leitor, pois sao estes que estruturam matematicamente o

funcionamento dos métodos utilizados neste trabalho.

2.1. Notagoes usadas no texto

Vamos adotar as seguintes notagdes para uma escrita concisa e precisa dos
resultados e conceitos aqui presentes. Sempre que utilizar-se uma letra como x e esta
estiver em jtalico e for minuscula estara se referindo a um valor escalar. Quando
utilizar-se uma letra como x minuscula e em negrito esta sera um vetor. Denotaremos
uma n-upla de variaveis de controle como um vetor n-dimensional x, ou seja, a ordem
€ importante. Assumimos também que esse vetor esta posicionado na forma de um
vetor-coluna, ou seja, na vertical. O vetor x” é dito vetor transposto de x, e esta
posicionado na forma de um vetor-linha, ou seja, na horizontal. Indicamos por x*o
ponto 6timo procurado. Na Tabela 2.1 apresentamos um resumo das notacdes

utilizadas neste trabalho.



Tabela 2.1- Lista de Simbolos sugestivos
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Simbolo Significado Simbolo Significado
A Uma matriz X Vetor das
A qualquer. variaveis de
controle
Xk
Vetor
avaliado na
x* iteracao k
Vetor no
ponto 6timo
a Um vetor X1, X2, ey Xp Elementos
qualquer do vetor x
a;, i=1,2, Coluna i de S Direcao de
uma matriz busca,
qualquer A sk
Direcédo de
busca na iteragao k
I A matriz Q, Tamanho do
identidade. Matriz passo
cujos elementos da ak
diagonal principal Tamanho do
a;;=1comi=j passo na iteracao
a* k,

Tamanho do
passo no ponto de
minimo ao longo da

direcéo de busca.
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AT, aT Matriz f(x) Funcgéo
transposta e vetor objetivo
transposto f(x"),
il Funcao
objetivo  avaliada
em x*
Vf(x) ou Vetor V2f(xk),v2fk Matriz
Vi (xF), gradiente da hessiana avaliada
fungéo f(x), H(x*), H* em x*
vk Vetor
gradiente calculado
no ponto x*
[1x]] Norma do [x] Valor
vetor x absoluto do escalar
X
AxF = xk+1 — xk Acréscimo X ER" Indica que o
ou diferenca entre vetor x €& um
os vetores. elemento do
espaco euclidiano
de dimenséo n
yk = vkt —yrk Diferenga N Matriz ~ de
nos gradientes direcdo  avaliada

em x¥

A seguir discutiremos alguns dos principais termos contidos na tabela 1, assim

como utilizaremos estes conceitos preliminares para introduzir novas ideias e termos.
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2.2.Vetor Gradiente

O gradiente de uma fungédo f(x) € comumente denotado por Vf(x). O
gradiente é definido como um vetor coluna que contém as derivadas parciais de

primeira ordem de f(x):

- af -
ax,
af

VF(x) = |ox, (2.1)

9f
_axn_

Objetivando entender claramente o calculo de um vetor gradiente
apresentaremos a seguir um simples exemplo.

Exemplo: Calcular o vetor gradiente da fungdo f(x) =8 — 5x; + x, + 2x% +
3x,x, + x3 e avalia-lo no ponto x° = [_21] :

_ —5+4x1+3x2
Vi = [1+3x1+2x2

vF(x) =[]

] que quando calculado em xoz[_zl] resulta em

2.3. Algumas propriedades do vetor gradiente

(P1) O vetor gradiente Vf(x) é ortogonal ao contorno da fungdo e aponta na
direcdo de maior crescimento da mesma. O gradiente negativo —Vf(x) aponta na
direcdo em que a funcao apresenta maior decrescimento.

(P2) O produto escalar de um vetor ortogonal v com Vf(x) € zero, ou seja,
vIiVf(x) = 0.

2.4. Matriz hessiana

A matriz hessiana H(x),ou V?f é definida como a matriz quadrada das

derivadas parciais de segunda ordem. A forma resumida dessa matriz € dada por:

(Hy), = > (2.2)

- axiaxj
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Adequando a formula (3.2) a forma matricial temos o seguinte:

[ 0*f o*f %f 7
E 0x10x; 7 9x,0xp
9%f a%f a%f
HXx) = f) = 9x,0x1 @ T 9x,0xn (2.3)
a%f a%f 2%f
|l 0x,0x, Oxp0x, @ i

Vamos agora, para esclarecer o procedimento de calculo da matriz hessiana,
desenvolver um exemplo que nos permita sistematizar de forma clara o processo de
obtencao da mesma.

Encontre a matriz hessiana relacionada a fungdo f(x) = 12 — 7x%x; + 5x; +
6x% + 7x2

Neste caso, como tem-se apenas 2 variaveis, x; € x,, a hessiana sera uma
matriz quadrada de ordem 2x2. Assim sendo, tera apenas quatro elementos.

Utilizando a forma resumida (2.2) para determinar cada termo teremos:

0%f _ 0°f _
Froil LA e 12 —1l4x,
% tar. 14— 14y HOO =0 = | 14y, 14— 14x,
Bx,0x1 X2 axz !

2.5. Matrizes simétricas definidas

Definiremos aqui o que vem a ser uma matriz simétrica definida, mais
especificamente o que vem a ser uma matriz simétrica definida positiva e negativa.
Primeiro devemos conceituar o que vem a ser uma matriz simétrica. Abaixo temos a

definicao

Matriz simétrica: Em algebra linear, uma matriz A € dita simétrica se esta
coincidir com a sua transposta, ou seja, A = AT. Para concluir a introdugdo da matriz
simétrica tem-se abaixo algumas propriedades de uma matriz simétrica.

e Se A é uma matriz simétrica, entdo para qualquer escalar k € R, temos que
kA também € uma matriz simétrica.
e A soma de A com sua transposta AT também é transposta.

e Se A é uma matriz simétrica, entao todos os seus autfovalores sao reais.
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Matriz simétrica positiva definida(Numerical optimization, Nocedal and
Wright, p.16): diz-se que uma matriz A,nyn € simétrica positiva definida se, para

qualquer vetor ndo-nulo x € R" temos que:

xTAx > 0 (2.4)

Matriz simétrica negativa definida: diz-se que uma matriz A,nyn é simétrica

negativa definida se, para qualquer vetor ndo-nulo x € R" temos que:

xTAx < 0 (2.5)

E interessante destacar que a matriz que mais nos interessa no contexto da
otimizagao é a matriz hessiana H(x). Caso a hessiana seja positiva definida isso indica
que a funcdo objetivo f(x) tem sempre curvatura positiva e se for negativa definida a
curvatura sera sempre negativa. Essa € uma importante condigdo para que uma
fungdo apresente minimo ou maximo respectivamente.

Para verificar se uma dada matriz A é positiva definida ou negativa definida é
necessario um método que nao inclua a verificagao de todos os vetores x € R", pois
isso sera impossivel, temos infinitos vetores no espago R™. Existem algumas técnicas
que se utilizam das teorias e resultados da algebra linear sobre matrizes, tais como
autovalores, determinantes, decomposicdo de Cholesky entre outros. Abaixo
discutiremos algumas formas de verificar se a matriz € positiva definida ou negativa
definida, fazendo uso destes recursos. Vejamos abaixo algumas formas:

e Uma matriz simétrica A é positiva definida se todos os seus autovalores sédo
positivos

e Uma matriz simétrica é positiva definida se o determinante de cada uma de
suas matrizes menores principais € positivo. Um menor € uma submatriz que é
obtida da matriz A eliminando-se a linha i e coluna j.

¢ Uma matriz simétrica A é positiva definida se podemos decompd-la como A =

LLT em que L € uma matriz triangular inferior com elementos positivos na

diagonal. Esse procedimento de reescrita da matriz pode ser executado

utilizando-se a decomposigao de Cholesky.
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Vamos desenvolver um exemplo utilizando o método de verificagdo por
matrizes menores principais, pois € o modo mais simples. Nos restringiremos aqui a
operar uma matriz 3 x 3, caso se tomasse ordens maiores de matrizes o processo de
verificagao seria dispendioso, e também existem diversos softwares de computacio
numérica que executam facilmente estes calculos e verificagdes. Alguns exemplos de

softwares sédo o MATLAB, Wolfram Alpha, bibliotecas do Python entre outros.

2.6.Checando se uma matriz é positiva definida usando matrizes menores

principais.

15 7 =2
ConsidereamatrizB=|1 2 3 |. As matrizes menores principais dela sao:
4 5 1

B; = [15], tal que det By = 15

15 7 B
Bz_[1 2],Cu10detB2—23

15 7 =2
B;=B=|1 2 3 ]|,cujodetB; =detB=-112
4 5 1

Como um dos determinantes € negativo a matriz B nao € positiva definida.
Podemos também verificar os autovalores dessa matriz, pois sendo de ordem 3 x 3
nao é tao dispendioso e computacionalmente complexo o seu calculo, vejamos entéo.

Recorrendo a definicao de autovetor que diz: que v é um autovetor associado

a um autovalor 2 com relagéo a matriz B se

Bv = Av (2.6)
Pela relagéo (2.6) pode-se entender que v € um autovetor se, e somente se,
Bv—Av= Bv—(ADv=(B — ADv=0 (2.7)

O que nos leva a concluir que
det(B — AI) =0 (2.8)
€ a condigao necessaria e suficiente.
Vejamos entdo o desenvolvimento de (2.8) aplicado ao problema de determinar
se a matriz B € positiva definida.

15 7 =2 1 0 O
det( 1 2 3]—/1[0 1 O])=O
5 1

4 0 01
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15—-41 7 -2

det( 1 2—-1 3 >=—/13+18/12—33/1—112=0
4 5 1-4

Basta agora determinar as raizes da equagdo —A3+ 1812 —331—112 = 0.

Que sao as seguintes:

A = —1,69
A, = 4,31
A; = 15,38

Como pode-se observar o autovalor 4; é negativo, o que confirma que B nao é

positiva definida.
2.7.Série de Taylor

A série de Taylor é uma série de fungdes, utilizada para fazer a expansao, ou
aproximacgao de uma fungdo f em um ponto especifico x*.
No caso de se aproximar uma fungcéo de uma variavel em torno de um dado

ponto x, a série é definida como o polinbmio de ordem n a seguir:

Px) = g2 ( — ) 2.9)

Vamos como exemplo, aproximar a fungéo f(x) = x*sen(x) em torno do ponto

xo = 1 determinando os 4 primeiros termos. De modo geral, teriamos o seguinte:

(xo) @ (x) @ (x) ® (x0)
p3 () = L0 (x = x0)® + I 72 (x — o) + E5 12 (= )2 + 5572 (x — %)

x2sen(a 2x, sen(xg)+x3cos (x,
ps(x) = TS (x — )  ZOITEHER L) (x — x)! —

+x§sen(x0)—4x0 cos(xg)—2sen(xg) 2 x0 cos(xg)+6xy sen(xy) —6 cos(xq) 3
2 (x—x0)° = 3 (x — x9)

Aplicando a = 1 no exemplo acima temos o seguinte polinémio:
p3(0) =1+ (x—1) =2 (x — 1)? + 2(x — 1) +§(x— 1)3

5x3—6x243x+4

fla) = 2=
A seguir veremos a série de Taylor no caso multivariavel. Vale ressaltar antes,
que a maioria dos problemas de otimizacao continua utiliza apenas a aproximacao de

Taylor de primeira e segunda ordem, pois além de serem efetivas para os casos que
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se aplicam, fazer aproximacgdes de ordem 3 ou maior implicam custos computacionais
muito grandes que invalidariam o ganho que se tem com a maior precisdo das
aproximagdes (RIBEIRO; KARAS,2013). Entédo a série de Taylor para aproximar uma

fungéo multivariavel f(x) em torno de um ponto x*é dada pela seguinte expressao:

f(Xk+1) — f(Xk) + Vf(Xk)T(Xk"'l _ Xk) + % (Xk+1 _ xk)TVZf(Xk)(Xk+1 _ Xk) +

(2.10)

Fazendo a adaptagdo Ax* = (x**1 —x*) e f* = f(x*) podemos reescrever a
férmula (2.10) como:

it = f& 4 (VFOTAXK 4+~ (AxK)V2fRAx* (2.11)

2.8.Exemplo de uma aproximacgao utilizando o polinémio de Taylor de 2°

ordem.

Dada a fungéo f(x) = 24/x; + 3In (x;) considerado em um ponto x* =[5 4].
O vetor gradiente é VfT = [(xl)_% xi] que avaliado no ponto x* fica

(VF®T =[0,447 0,750].

As derivadas parciais de 2° ordem sao as seguintes:

Pf _ 1, -2 %f  _ *f _ r_ _3
ﬁ T2 (e1) 2 9x10x; 0 Ax,0x1 axz xZ
1 _3
—=(x)2 0
Que formam a matriz hessiana H(x) = | 2 ; | que avaliada no ponto
O Tz
: —0,045 0,0
k — _ ) )
X“=1[5 4] fica H(x) = 0,0 _o.188/

Utilizando a relagéo (2.11) e avaliando cada um de seus termos em x* =[5 4]

nossa aproximacgao de Taylor de 2° ordem fica:
F(%) ~ 8,631 +[0,477 0,750] [xl B 5]
xz - 4’

1 —0,045 00 ][x;,—5
tolba=5 -4 g, —O,l88”x2—4

que agrupando e simplificando termos semelhantes fica:
f(x) ~ 1,300 + 0672x; + 1,502x, — 0,023x? — 0,094x3
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Para entender a eficiéncia da aproximacado observe a tabela 2.2 com um
comparativo da fungao original e da aproximacgao pela série de Taylor de 2° ordem par
alguns pontos, incluindo o ponto x* =[5 4], que foi em torno do qual se construiu a

aproximacao.

Tabela 2.2 - Comparativo de fungéo e sua aproximacgao de Taylor de 2° ordem —
adaptado de (PARKINSON;BALLING; HEDENGREN, 2018)

xT Aprox. de Taylor de 2° ordem f(x) = Erro absoluto
2+/x1 + 3In (x,)
[5 4] 8,63 8,63 0,00
[5 5] 9,28 9,3 0,02
[6 4] 9,05 9,06 0,01
[7 6] 10,55 10,67 0,12
2 1] 3,98 2,83 1,15
9 2] 8,19 8,08 0,11

2.9.Fungobes quadraticas

Boa parte da teoria da otimizagao continua é baseada em fun¢des quadraticas,
pois estas aproximam com um erro aceitavel qualquer fungcdo em uma vizinhanca
V. (x*) de um ponto x¥. Essa aproximag&o por uma fungéo quadratica é feita por meio
da série de Taylor vista anteriormente, considerado seu desenvolvimento até o

terceiro termo.
2.10. Aproximacgao de Taylor de 2° ordem para a fungao

f(x) =12 —5x; + 3x, + 4x2 + 6x,%, + x3
Primeiro consideramos a forma de representacdo de uma equacao quadratica

da seguinte forma:
_ T 1.7 _[*
fx)=a+b X +-X Cx,ondex = [Xz]

Entado nossa fungao pode ser representada como se segue:
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_ 1 T8 5
f®)=6+[-5 3lx+-x [7 b

2.11. Propriedades da fungado quadratica

Algumas propriedades relacionadas a fungdo quadratica segundo
(PARKINSON;BALLING; HEDENGREN, 2018) que sao uteis no entendimento dos
algoritmos de otimizacdo serdo tratados adiante. Como foi dito na segédo sobre o
polindbmio de Taylor, enfatizando que serao utilizados apenas aproximacgao de 1° e 2°
ordens, fica evidente a necessidade de se entender melhor a funcdo quadratica.

e As equacdes que compde o vetor gradiente Vf da fungdo quadratica séo
equacdes lineares. Isso possibilita uma facil resolugéo do quando se toma Vf =
ol

e A matriz hessiana da fungcdo quadratica € uma matriz de constantes, isso
significa que a curvatura da fungdo é sempre a mesma. O fato de a hessiana
ser sempre composta de constantes permite que se utilize sem ambiguidade H
ou V2f no lugar de H(x) ou V2f(x).

e Fungdes quadraticas tem apenas um ponto estacionario, ou seja, apenas um
ponto onde o gradiente Vf(x) € zero. Exceto quando a matriz hessiana € semi-
definida.

e Dados o vetor gradiente Vf(x*) e a matriz hessiana H(x*) em um ponto x*, o
gradiente em outro ponto é dado por: Vf¥*1 = vk + H(x**1 — x¥),

e Dado o gradiente V£ (x*¥) em um ponto x*, a matriz hessiana H, e uma diregdo
de busca s, o tamanho 6timo do passo a*, ao longo da diregdo de busca s &

dada pela expresséao:

P _ (M
sTHs

(2.12)
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2.12. Condigoes para otimizagao irrestrita

Nesta sec¢do iremos discutir a teoria que torna possivel a otimizagao irrestrita
de uma fungao, tendo como condigcao de partida que esta seja derivavel em torno de
uma vizinhanga de um ponto x*, ou seja, em V(x*) .

Condigdo necessaria: As condi¢cdes necessarias para x*seja ponto de 6timo
irrestrito de uma funcéo f séo:

e Vf(x)=0¢e,
e f(x) seja derivavel em x*

Todavia essa condi¢ao é necessaria, mas nao suficiente, pois como se vé no
estudo de diferenciabilidade de fungbes de varias variaveis, x* pode ser tanto um
ponto de maximo, de minimo ou ponto de cela. E necessaria outra condicdo que
garanta que este ponto seja de maximo ou de minimo inequivocamente. Como
veremos a seguir, o instrumento que nos permite fazer essa garantia € a matriz
hessiana H(x). Vale ressaltar que as condi¢des suficientes logicamente incluem as
condi¢cdes necessarias.

Condigoes suficientes para que x* seja um ponto minimo: As condi¢des

suficientes para um minimo em x*sado:

i. Vfx*)=0e,
ii. f(x) sejaderivavel em x*
iii. A matriz hessiana H(x*) avaliada no suposto ponto de minimo tem de ser

positiva definida.

Condigoes suficientes para que x* seja ponto um maximo: As condigdes
suficientes para um maximo em x*s3o:
i. Vfx")=0e,
i. f(x)sejaderivavel em x*
iii. A matriz hessiana H(x*) avaliada no suposto ponto de maximo tem de ser

negativa definida.

A seguir apresentamos um modelo geral de otimizagdo continua, que explica
alguns aspectos fundamentais. Este modelo foi adaptado de Ribeiro e Karas (2013,

P.iX-X).
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Trataremos aqui sob a perspectiva de minimizacdo de uma fungao
objetivo(F.O) f, sendo que o problema de maximizagéo requer poucas adaptacoes na
F.O. Relembremos brevemente o modelo geral de otimizagéo irrestrita, que pode ser
definido como se segue (RIBEIRO; KARAS, 2013):

Formalmente, pode-se dizer que otimizagdo é o processo de procurar e
encontrar pontos x de minimo ou de maximo de uma funcgédo real f, de modo que estes
pontos pertencam a um conjunto Q c R™. Pode-se formular esse problema como
segue:

minimizar f(X)
sujeito a x C ()

Para problemas de otimizagéo restrita, o conjunto ( é definido por restricdes de
igualdade e/ou desigualdade, sendo assim limitado por propriedades como segue,

Q={X€ER"ce(x) =0,c;(x) <0 }

onde cs: R™ - R™ e ¢;: R™ — RP sdo fungdes gerais. Interpretando dessa forma
o dominio de busca da variavel de controle x, pode-se reformular o problema geral de
otimizag&o como:

minimizar f(X)
sujeitoa cc(x) =0
c(x)<0

Quando restringimos o problema de otimizagédo ao caso de otimizagao sem
restricbes podemos representa-lo como

minimizar f(X)
sujeitoax c R"

Colocado o modelo de otimizacido acima e suas diversas particularidades
quanto ao dominio da variavel de controle x, podemos dizer resumidamente que os
métodos de otimizacao propostos adiante, trabalham em cima dessa variavel x com o
objetivo de encontrar valores que consigam determinar o valor maximo ou minimo da

funcéo f.
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3 METODOS DE ORDEM UM - POLAK-RIBIERE

3.1. Breve histérico dos métodos de diregdo conjugada

Os métodos de gradiente conjugado sao largamente utilizados para resolugéo
de sistemas de equacgdes que possuem uma quantidade muito grande de variaveis,
sendo muito uteis também em processos de otimizacdo. Existem dois tipos desse
algoritmo, o gradiente conjugado linear e o gradiente conjugado nao-linear. O
gradiente conjugado linear foi proposto por Hestenes e Stiefel nos anos 50, para
resolver sistemas lineares cuja matriz de coeficientes é positiva definida(NOCEDAL,;
WRIGTH, 2006). O gradiente conjugado nao-linear foi introduzido por Fletcher e
Reeves nos anos 1960, sendo esta uma das primeiras técnicas conhecidas para
resolver problemas de otimizagéo de larga escala. Algoritmos baseados no tipo linear
sdo mais indicados para otimizar fun¢des quadraticas fortemente convexas. No caso
de algoritmos baseados no tipo gradiente conjugado nao linear sdo muito eficientes
na otimizagao de fungdes convexas gerais, ndo apenas quadraticas.

O algoritmo que discutiremos adiante se baseia no tipo gradiente conjugado

nao-linear, o método de Polak-Ribiére, uma variagado de Fletcher-Reeves.

3.2.Dire¢oes conjugadas

Considere A € R™"*™ sendo uma matriz positiva definida. Diz-se que os vetores
dy,dy, ... ,dy € R® — {0} sdo A-conjugados, ou conjugados em relagcdo a matriz A
se(d)"Ad; =0,Vi,j =0,1,.., k,comi # j

3.3.Método Polak-Ribiére

O método de gradiente conjugado néao linear Polak-Ribiere(PR-CG) € uma

variagdo do método Fletcher-Reeves(FR-CG) que é largamente utilizado, diferindo
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deste apenas por uma alteragdo no parametro S, onde este agora € determinado

como abaixo:

PR _ Vfiex1 (Ve =Vf1) 3.1
et R (3.1)

Como fim de comparagéo, vejamos também o parametro S, definido para o
algoritmo Fletcher-Reeves,

FR - _ Vi1 Wi 3.9

Uma observagao pertinente a se fazer € que quando a fungéo objetivo f que
se deseja minimizar € quadratica e fortemente convexa e o parametro «a; € exato (o
que acarreta que os vetores gradientes sao ortogonais um em relagao ao outro) € que

IR = BFR, . Porém, se f é uma fungdo n&o linear geral, ndo podendo-se garantir que
seja quadratica e fortemente convexa, com a busca de linha «,, inexata, os parametros
B dos algoritmos FR-CG e PR-CG s&o notadamente diferentes.

Tanto o método FR-CG quanto PR-CG tém o problema de que quando a
condigéo Vf;'s, > 0 se verifica, temos s, como uma diregdo de acréscimo, ou diregio
de subida

Abaixo apresentamos uma versdo do método Polak-Ribiére adaptado de
Nocedal(2006, p.121), onde partimos do algoritmo Fletcher-Reeves exposto no livro e
incluimos algumas adaptagcbes recomendadas pelo mesmo, de modo a obter o

algoritmo abaixo:

Algoritmo 2.1 (PR-CG)

Calcule fy = f(x0),Vfy = Vf(Xo);
|n|C|e So — —Vfo,k — 0,

Enquanto Vf, # 0
Defina Vfs, = =IIVfill* + Bi k-1
Se VfI' > 0, entdo imponha as condigées fortes de Wolfe (3.3) e (3.4)
sobre ay:
Defina 0 < ¢; <c; <
f X + agsi) < f(Xg) + crap Vfy si, (3.3)
IVf (X + arsi)"| < oI VS skl (3.4)
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Determine a;, e defina x,,; = X, + aiSk
Encontre a;, que minimize f(x,,;) ao longo da diregéo s,
Calcule Vfi,q;

PR _ Va1 (Vfir1— Vi)

k+1 ™ IE
Sk+1 = —Viks1 + BrsaSk
k<k+1

Uma observacao que tem de ser feita € que as condi¢des fortes de Wolfe nao
garantem que a diregcao s, no método Polak-Ribiére sempre sera uma direcéo de
descida(NOCEDAL; WRIGHT, 2006, p.122). Isso implica que o algoritmo pode
necessitar de mais passos do precisaria para atingir o valor 6timo de f, caso as
diregdes fossem sempre de descida. Para que a diregéo s, seja sempre de descida é

preciso que se aplique a seguinte condi¢ao em cada repeticdo do método:

Iffl = IBI:-+1 = max {ﬁlffp 0} (3.5)

que garantem que a propriedade de descida se mantenha.

Essa adaptagédo da origem a uma nova versao do algoritmo PR-CG que pode
ser referida como PR*. Porém, ambas as versdes sdo largamente utilizadas, pois
mesmo que no caso do algoritmo PR-CG sejam necessarios passos adicionais, sua
performance continua robusta para problemas de alta dimenséo.

Abaixo apresentamos as etapas de funcionamento do método PR-CG como

um algoritmo descritivo.

Meétodo Polak-Ribiére — algoritmo descritivo

1. Inicie com um ponto arbitrario x,

2. Definia a primeira diregao de busca s, = =Vf(x,) = =Vf,

3. Encontre o ponto x;a partir da relacéo x; = x4, + @Sy, onde a; € o tamanho
6timo de passo na 1° iteragcédo ao longo da diregao s,.

4. Atualize i = 1 e va para o proximo passo.
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5. Encontre Vf; = Vf(x;), e execute a seguinte atribuicdo:

Vit (Wfirs = Vfi)
[/

6. Determine o tamanho 6timo de passo «;ao longo da direcéo s;, e encontre o

S, = —Vfl +

novo ponto de acordo com a relagao:

—_ *
Xit1 = X; T a;8;

7. Verifique se o ponto x;,, € ponto de 6timo da fungao f, ou seja, verifique se

Vf(x;4+1) = 0. Caso contrario, va para o passo 4.

Vale ainda comentar alguns resultados e observagdes sobre convergéncia e
funcionamento dos métodos de gradiente conjugado nao lineares.

Problemas de otimizacdo de grandes dimensdes, requerem incontaveis
avaliacdes e calculos do parametro S, 0 que leva este parametro muitas vezes a
acumular erros de precisao, devido aos limites de ponto flutuante dos computadores.
Ao se aferir um pardmetro por meio dos calculos, componentes do processador
responsaveis pelas operagdes aritméticas basicas como a unidade légica
aritmética(ALU, do inglés Arithmetic Logic Unit), entre outras, sédo limitadas em sua
capacidade de calculo e de precisdo (STALLINGS; 2010). Essa impreciséo inerente é
controlada por parametros que limitam a precisdo dos calculos e, ao longo das
diversas repeticdes que um método de otimizacédo realiza, € certo que diversas
imprecisbes sdo acumuladas. Reiniciar periodicamente o parametro g, € muito
benéfico para a precisado do algoritmo(NOCEDAL; WRIGHT, 2006).

Na tabela 3.1, adaptada de Nocedal e Wright (2006, p.124), apresenta-se uma
comparagao entre o algoritmo Polak-Ribiere denotado por PR-CG e a versao
melhorada PR*, onde se incluiu a condigdo da féormula (3.5) que garante que a diregédo

s, sempre seja uma diregao de descida.
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Tabela 3.1 - Comparagao dos algoritmos PR-CG e PR™ - Adaptada de Nocedal e
Wright (2006, p.124)

Problema n - Algoritmo Algoritmo PR*
dimenséao PR-CG It/f-g mod
do problema It/f-g

CALCVAR3 200 2631/5263 2631/5263 0

GENROS 500 1068/2151 1067/2149 1

XPOWSING 1000 212/473 97/229 3

TRIDIA1 1000 262/527 262/527 0

MSQRT1 1000 113/231 113/231 0

XPOWELL 1000 212/473 97/229 3

TRIGON 1000 40/92 40/92 0

A ultima coluna na tabela 3.1, denotada por “mod” indica quantas iteragbes das
totais indicados na 4° coluna foram necessarias para se garantir a condigao dada pela
formula (3.1) para o algoritmo PR*. Nota-se que nos problemas CALCVARS3,
GENROS, TRIDIA1, MSQRT1 e TRIGON as diferencgas de iteragdes e avaliagbes da
funcao gradiente entre os algoritmos séo estatisticamente despreziveis. No entanto,
os problemas XPOWSING e XPOWELL tem diferengas significativas, como podemos

ver na tabela 3.2.

Tabela 3.2 - Comparativo entre os métodos PR-CG e PR™.

Problema n — dimensao

do problema
CALCVARS3 200 0% / 0%
GENROS 500 0,09% / 0,09%
XPOWSING 1000 54.24% / 51,58%
TRIDIA1 1000 0% / 0%
MSQRT1 1000 0% / 0%
XPOWELL 1000 54.24% / 51,58%
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TRIGON 1000 0% / 0%

Considerando o algoritmo para o método PR-CG exposto anteriormente,
desenvolveremos um exemplo utilizando esse algoritmo. Aqui se considerara uma
funcdo quadratica fortemente convexa, com o intuito de tornar o exemplo mais
didatico. Essa escolha nos permite simplificar o algoritmo, fazendo com que a
definigdo do parametro S, seja igual a do algoritmo Fletcher-Reeves, ou seja, SR, =

IR . Desse modo pode-se reescrever o algoritmo PR-CG como:

Algoritmo 3.2 (PR-CG)

Calcule fy = f(x0),Vfy = Vf(Xo);
Inicie s) = —Vf,, k < 0;

Enquanto Vf, # 0
Determine ay, e defina x;,; = X + aSk
Encontre a;, que minimize f(x,,;) ao longo da diregéo s,
Calcule Vi 1;

PR _ Vfiter(Vfir1— VFk)

k+1 ™ IVFklI2
Sk+1 = —Vig4r + .Blfflsk
k<k+1

3.4. Exemplo

Minimizar f(x;,x;) = x; — x, + 2x% + 2x,x, + x5, comegando pelo ponto x; =
0
o)

Inicialmente, determinemos o vetor gradiente Vf(x) e a matriz hessiana H:

[ 14+4x + 2x;
VICO =114 2, + 2x2]
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orr 0%

H= ax? 0x10x, =[4 2
s oy |Tl2 2
0x,0x, 9x2

e Iteragao 1:

Passo 1:

avaliar Vf em x; = [8] Entao temos Vf; = [_11]

determinar dire¢cao de busca s; = —Vf;. Entdo temos s; = [_11]

Passo 2.

Nesse passo, deveriamos primeiramente determinar a expressao para o ponto
X,, escrevendo-a em fungcao do parametro de busca linear a;, donde teriamos a x, =
X1 + @;8;. Com essa expressao, fariamos f(x; + a;s;), 0 que tornaria a fungéo f de
duas variaveis (x; e x,) em uma fungdo de apenas uma variavel, agora escrita em
termo de a,. Entdo, nesse ponto, poder-se-ia utilizar algum método de otimizacao
unidimensional, como método da secg¢do aurea, método de Fibonacci. Com isso,
obteriamos o comprimento 6timo de passo «; que minimiza a fungdo f em x;. No
entanto, & possivel determinar o comprimento 6timo para a; utilizando a seguinte

expressao:

Vfi Vi

i st Hs;

Como o exemplo que estamos desenvolvendo tem apenas duas variaveis, a
utilizacao dessa relacdo tem carater didatico, pois quando o numero de variaveis se
torna muito grande ndo é vantajoso seu uso. O custo computacional do calculo da
matriz hessiana H € muito mais elevado que o processo de otimizac&do unidimensional
utilizado para calcular o valor 6timo de «;,.

Todavia, temos o seguinte:

v U ) 2
RO

Portanto o novo ponto é:

—)alz 1
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X, = X; + ;8 = [8] +1 [_11]

=[]

Passo 3:

Aqui checamos se atingimos o minimo da fungdo f no ponto x,. Para isso
avaliamos o gradiente da funcgéo, Vf(x), no ponto x, = [_11] e verificamos se a

seguinte relacao é verdadeira:

V() =[]

144D+ -1
Vi(x2) = Vf2 = [—1 +2(-1) +2(D)) = =

Vemos entédo que Vf, = [:ﬂ * [8] 0 que indica que x, ndo é ponto de minimo.

Assim, partimos para proxima iteragao.

e Iteragao 2:

Passo 1:
avaliar Vf em x, = [_11] Entao temos Vf, = [:ﬂ

determinar diregéo de busca s, = —Vf; + {Rs,. Percebemos que a expresséo
aqui utilizada para determinar s, é diferente da utilizada na iteragao 1. Isso se deve
ao fato de que na primeira iteragdo a direcao de busca s; € definida como o vetor
gradiente negativado, ou seja, s; = —Vf;.

Temos a seguinte relagdo para determinar o parametro gER:

PR _ Vfiesa (W ke1= Vf1)
k+1 V712
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pr _ Y h-vry _ 1 SU(CHED e () S pR=1
z V112 I J—DZ+(1)2 ”2 2 2 2

Ent&o, temos a seguinte diregdo de busca:
s, = =V, + B3Rs;

=[]l [ - s =[]

Passo 2:

Temos o seguinte:

o, = ERYA _ [-1 —1] [:ﬂ =E S =1
s’ Hs, [0 2] ‘21' g] [g] 8

4
Portanto o novo ponto é:

X3 =X, + @3S, = [_11] +£[(2)]

% =[]
Passo 3:

Aqui checamos se atingimos o minimo da fungdo f no ponto x;. Para isso
avaliamos o gradiente da funcdo, Vf(x), no ponto x; = [Ié] e verificamos se a

seguinte relacao é verdadeira:

V() =[]

e _ [1HAEDH25) )0
Vi) = Vfs = [—1 +2(=1) +2(1,5)] [o]

Vemos entdo que Vf; = [8] 0 que indica que x; é ponto de minimo. Assim,

encerramos o algoritmo.
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4 METODO DE ORDEM DOIS: NEWTON TRUNCADO

Neste capitulo trataremos de meétodos, ditos, de ordem dois, pois utilizam
informagdes de derivadas parciais de segunda ordem, ou mais especificamente, da
matriz hessiana da fung¢do objetivo a ser otimizada. Como visto no capitulo 2, a
hessiana nos permite fazer algumas consideragdes sobre a curvatura da fungéo
objetivo. Por sua vez, sdo as informagdes de curvatura da fungdo que permitem aos
meétodos de otimizagao tomar decisées de como iterar até atingir o ponto 6timo ou um
ponto tdo préximo deste 6timo, quanto se queira. Aqui voltaremos nossa atengao para
o método de Newton-CG, que € uma variagdo do método de newton puro, e € também
conhecido como método de Newton truncado. Todavia, faz-se necessario introduzir o
método de Newton puro antes de abordar Newton-CG, pois as modificagdes sao
apenas pontuais, mais especificamente, alteragdes na diregdo de pesquisa p¥

O método de Newton é muito pratico para se otimizar problemas de pequenas
ou grandes dimensdes. Em cada iteragdo do algoritmo busca-se um ponto x*que
minimize a fungao f. A iteragéo é do tipo:

X1 = x* + a, py 4.1)

onde :
a;, — tamanho do passo, em inglés step lenght

px — diregdo de Newton-pura p¥ ou uma aproximagao

Existem algumas formas de se obter «y, fazendo com que este satisfaga as
condigdes de Wolfe ou as condigdes de Goldstein. Vejamos abaixo estas trés

condicoes.

4.1.Condigao de Wolfe

Uma condi¢édo de busca inexata linear muito comum impde que «; deve,
primeiramente, proporcionar decrescimento suficiente na fungéo objetivo f, de modo
que se verifique a desigualdade abaixo, conhecida como desigualdade ou condigéo
de Wolfe:
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f&* +ap) < f(xX) + ciaVfi pi (4.2)

Onde c; é uma constante escolhida, tal que c¢; € (0, 1). Colocando de uma
forma mais verbal que matematica, & necessario que a redugdo proporcionada na
funcdo objetivo f seja proporcional ao comprimento do passo a, e a derivada

direcional V£, py.
4.2.Condicao de Goldstein

Semelhantemente a condicado de Wolfe, as condigdes de Goldstein também
garantem que o tamanho do passo a proporcione um decrescimento suficiente para a
funcéo objetivo f, ao mesmo tempo que evita que a seja demasiadamente pequeno
de modo que esta n&o proporcione efeito sobre f (NOCEDAL; WRIGHT, 2006). As
condigdes de Goldstein podem ser declaradas como um par de desigualdades, como

segue:

fF&E)+ A=)V pr < f&F + arpr) < FEF) + car VS pi
(4.3)

onde0<c<%.

Recordando as no¢des de modelagem e otimizagao introduzidas no capitulo 2,
0 nosso objetivo aqui € encontrar um ponto x* € Q de modo que, para qualquer outro
X € Q tenha-se f(x*) < f(X). Abaixo apresentamos um algoritmo para o método
de Newton puro e a partir dele, faremos consideragdes sobre seus aspectos praticos
e de convergéncia, que na maior parte, se estenderao ao método de Newton-CG.

Vejamos entio:

Algoritmo de Newton-puro adaptado de (RIBEIRO; KARAS, 2013, P.98)

Dado x! € R" , um ponto inicial
k=20
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Repita enquanto Vf(x*) # 0

Defina p}l = —(V2£(x*)) Vf(x")
(4.4)

Determine o tamanho do passo «a;

Faga x**1 = x* + a, p¥

k=k+1

Um aspecto que é de importancia pratica destacar, pois facilita o processo de
implementagdao do método em qualquer linguagem de programacao, € que a direcao

d, € determinada resolvendo-se o sistema abaixo:

VZf(x*)p} = —Vf(x") (4.5)

A abordagem de resolugao do sistema em (4.5) é encontrar uma solugao exata.
Todavia, essa abordagem, sob uma perspectiva de custo computacional, € menor do
que a inversdo da matriz hessiana em (4.4). Outro aspecto a respeito da diregcao
p¥ que vale ressaltar, é que, caso a matriz hessiana H(x*) = V2f(x*) no seja positiva
definida, a diregdo de busca pode nado estar bem definida, ou seja, ndo é possivel
garantir que esta seja sempre uma diregdo de descida (RIBEIRO; KARAS, 2013).
Nesse sentido o que se pode fazer €&, testar uma abordagem diferente, utilizando o
polinbmio de Newton de segunda ordem para aproximar a fungédo objetivo f. Essa
abordagem tem a vantagem de lidar com uma fung¢ao quadratica, para a qual a matriz
hessiana é sempre, no caso da minimizagao, positiva definida. Desse modo, ter-se-ia

a seguinte aproximagao:
p,(x) = f(x*) + Vf(xk)T(x —x) + % (x— x")TVZf(X")(x —x) (4.6)
Partindo do polinbmio de aproximacao obtido, fariamos

V() + V2 f(x¥)(x —x¥) = Vp(x) = 0
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e lembre-se que a condi¢ao Vp(x) = 0 indica que temos um ponto de minimo, ou seja,
quando o vetor gradiente em um ponto x € igual a zero, isso indica que atingimos o
menor valor possivel para a fungdo f. Fazendo-se algumas operagdes chega-se na

seguinte relacao:

V2 f(x*)(x — x¥) = —Vf(x¥) 4.7)
(x—x¥) = = (V2£(x9)) " vF(x¥) (4.8)

-1
e como p¥ = (x—x¥), tem-se d, = —(sz(x")) Vf(x*) que ¢ a mesma

expresséo que a dada por (4)(cinco). Desse modo, garantindo que a matriz V2 f(x*),
seja sempre positiva definida.

A seguir enunciaremos 3 teoremas, para os quais nao forneceremos provas,
pois estas sdo de complexidade elevada que fogem ao objetivo deste texto, que é de
carater introdutério. No entanto, indicaremos a referéncia onde pode-se obter as
demonstracbes completas destes teoremas. Porém, antes € necessario introduzir a
seguinte defini¢ao:

Definicao (RIBEIRO; KARAS, 2013, p.82, estd como Definicdo 4.11): Um
algoritmo é dito globalmente convergente quando para qualquer que seja a sequéncia
de pontos (x*) gerada pelo algoritmo e qualquer ponto de acumulagdo X da sequéncia
(x¥), tem-se que x é estacionario.

Teorema 1 (RIBEIRO; KARAS, 2013, p.82, estd como Teorema 4.12): O
algoritmo de descida, também conhecido como algoritmo de descida mais ingreme ou
steepest descent, cujo tamanho de passo € calculado pela busca exata, € globalmente
convergente.

Teorema 2 (RIBEIRO; KARAS, 2013, p.83, esta como Teorema 4.13): O
algoritmo de descida, também conhecido como algoritmo de descida mais ingreme ou
steepest descent, cujo tamanho de passo € calculado pela condicdo de Armijo, é
globalmente convergente.

Teorema 3 (RIBEIRO; KARAS, 2013, p.100 - 101, estd como Teorema 5.6):
Suponha que a matriz hessiana H(x) = V2f(x) é positiva definida, para todo x € R™.
Entdo o algoritmo de Newton-puro, com tamanho de passo «a; calculado pela busca
exata, é globalmente convergente, segundo a Definicao 1. O mesmo resultado é valido

caso se utilize a busca de Armijo para calcular «;.
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Demonstragao: Note que o método de Newton-puro pode ser considerado

situagdo particular do algoritmo de descida mais ingreme, sendo a matriz H(x*) =

-1
(sz(xk)) , para todo k € N. Desse modo, as afirmagdes do teorema 3 seguem

diretamente dos Teoremas 1 e 2.

4.3.Relagcao entre método de Newton-puro e Newton-CG (ou Método de Newton

Truncado)

A diregdo de pesquisa de Newton-Puro p¥ € obtido resolvendo-se o sistema

linear simétriconxn :

VZf(x)pY = —Vf(x") (4.9)

Como descrito no inicio deste capitulo, para se obter convergéncia global é
preciso que a diregdo de pesquisa pY seja uma diregdo de descida e, para que esta
direcéo seja de descida é preciso que a matriz hessiana V?f (x*) seja positiva definida.
Tendo isso em vista, a ideia do método de Newton Truncado é utilizar uma técnica
que garanta que a diregdo p¥ seja sempre de descida, mas que ndo tome o caminho
de computar a solugao exata, pois isso recairia no método de Newton-Puro, com um
custo computacional que pretendemos evitar. Além de garantir essa direcdo de
descida para o parametro pY é preciso ter em mente uma preocupagdo corrente na
literatura dos métodos de Newton, que €, garantir que o custo computacional seja tao
pequeno quanto possivel. No caso do método de Newton-CG, o qual trabalharemos
adiante, uma forma de garantir que o custo seja reduzido €, na etapa de calculo da
diregdo de Newton-puro, p¥, se contentar com uma boa aproximagéo.

Uma das principais barreiras para se utilizar o método de Newton-puro em
problemas de larga escala é o custo computacional elevado em se resolver, de forma
exata o sistema (4.9). As técnicas utilizadas para computar a matriz hessiana V2 f (x*)
do sistema (4.9), que sdo baseadas em eliminagdo gaussiana ou algum tipo de
fatoragdo da matriz de coeficientes, geralmente tem custo de computacéo elevado

quando as dimensdes(numero de variaveis da fungao objetivo) do problema séao
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elevadas. Para contornar esse alto custo, uma opcado € se utilizar de métodos
iterativos de resolucao de sistemas de equacdes de modo aproximado. E, como a
solugdo para o sistema (4.5) é de carater aproximado, € necessario estabelecer
critérios de parada, regras matematicas que nos digam quando a solugao inexata é
suficientemente boa para o problema em questdo. Muitas regras de terminagao deste
método de resolugdo de sistemas se baseiam, segundo Nocedal e Wright (2006,

p.136), na seguinte expressao residual:

1 = V2 (x)py + Vf (x) (4.10)

onde p; é a direcdo de Newton aproximada. Como o tamanho de r;, varia conforme a
funcao objetivo f € multiplicada por uma constante, entdo para se determinar o
tamanho adequado do residuo r, 0 comparamos com o vetor gradiente Vf(x*) no
sistema (4.5). Dito isso, o processo iterativo de aproximagao da solugéo do sistema

(4.5) é terminado quando se verifica a seguinte condic¢ao:

I7icll < mellVf G| (4.11)

onde (1), com (0<mn,<1,Vk) é uma sequéncia numérica chamada
sequéncia de forcing, ou sequéncia de forcamento. Um ponto interessante a se
destacar é, como a taxa de convergéncia de métodos de Newton inexatos baseados
nas condigdes impostas por (4.9) -- (4.11) é afetada pela escolha da sequéncia forcing
(M-

Um resultado interessante dado pelo Teorema 4, abaixo, diz que a
convergéncia local € atingida garantindo simplesmente que a sequéncia (1,) seja
limitada superiormente por 1. Vejamos entdo o Teorema.

Teorema 4 (NOCEDAL;WRIGHT, 2006, pag.137, esta como Teorema 6.1):
Suponha que Vf(x) seja continua e derivavel na vizinhanga Vg(x*) do minimizador x*
e, assuma também que a matriz hessiana H(x*) = V2f(x*) é positiva definida.
Considere também a formula de iteracdo x**' = x* + p,, onde p, satisfaz a condicdo
(11) e, assuma que n;, < n para alguma constante n € [0, 1). Entdo, se o ponto inicial
x! esta suficientemente proximo de x*, a sequencia (x*) converge linearmente para o

ponto minimizador x*. Portanto, Vk suficientemente grande, temos que:



44

[Ix* = x*|| < cf|x* — x| (4.12)
para alguma constante c, tal que 0 < ¢ < 1.

Nao daremos a demonstracado do Teorema 4 pelo mesmo motivo colocado para
as Teoremas 1 e 2, mas consultando Nocedal e Wright (2006, p.137) é possivel
encontrar uma demonstragao informal.

Teorema 5 (NOCEDAL;WRIGHT, 2006, pag.137, estd como Teorema 6.2):
Suponha que as condi¢gdes do Teorema 4 sejam validas e assuma que a sequéncia
de pontos iterados (x*) gerado pelo método de Newton inexato convirja para o ponto
otimo x*. Entédo a taxa de convergéncia é superlinear se n, — 0 e quadratica se n;, =
oIvF I

As provas detalhadas dos teoremas 4 e 5, assim como resultados mais
aprofundados sobre a convergéncia dos métodos de Newton inexatos, lembrando que
o termo inexato se refere ao processo de determinagdo de uma solugédo aproximada
para a diregdo de busca de Newton p,, podem ser encontrados em DEMBO et. Al
(1982).

A seguir discutiremos efetivamente o método de Newton-CG ou Newton
Truncado, que é classificado como um método de busca linear por utilizar na busca
da dire¢do p, um método de gradiente conjugado linear(CG-linear). Nesta
modificagdo do método de Newton-puro, a determinagao da direcdo de pesquisa p, €
feita utilizando-se o método do gradiente conjugado linear para aproximacgao da
solugéo de (4.9), respeitando-se a condicdo de parada estabelecida por (4.11). E
preciso notar que no ambito de resolucao de sistemas de equagdes, o método CG-
linear é adequado para resolve-los quando a matriz de coeficientes do sistema é
positiva definida, conceito este discutido no capitulo 2.

Apesar da solucdo do sistema requerer que a matriz de coeficientes seja
positiva definida em uma vizinhanga do ponto de solugéo, pode-se ter sem prejuizo
fora dessa vizinhanga uma matriz hessiana com autovalores negativos, configurando
assim a mesma como matriz negativa definida. Sobre essa ideia, deve-se destacar
também que o grafico da funcado objetivo tem superficie com curvatura negativa
quando a matriz € negativa definida, que nesse caso implica que os autovalores sao
negativos. O método CG-linear utilizara dessas informagdes sobre a fungéo objetivo
e de sua matriz hessiana para encerar sua iteragdo em busca de uma aproximagao

da solugdo do sistema (4.9). Quando o método CG-linear gera uma diregdo de
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pesquisa que indica que a superficie tem curvatura negativa, ele encerra a iteragao,

pois isso indica que estamos nos afastando do ponto de minimo.

O método CG-linear garante que a diregdo de busca p,, gerada em cada
iteracdo, € uma diregdo de descida e, que a taxa de convergéncia do método de
Newton que é alta em comparagao a metodos de ordem 1 seja preservada.

Parece ambiguo estarmos nos detendo tanto em discutir o método CG-linear
quando o objetivo do capitulo € o método de Newton truncado, todavia essa digressao
€ necessaria, pois 0 CG-linear esta no cerne da superioridade do método de Newton-
CG em relagao ao método de Newton-puro.

A sequir discutiremos algumas condi¢des que o método do gradiente conjugado
linear segue na etapa de solucionar o sistema em (4.9), segundo proposto em Nocedal

e Wright(2006). Antes, entretanto estabelegcamos as seguintes notagoes auxiliares:

i)A=Vfy
i) p' = pi

As condicdes colocadas para que o método de CG-linear resolva o sistema
(4.9) sao:
12) O ponto inicial para iteragdo do método CG é x° = 0
2 @) Teste de curvatura negativa: Se a direcdo de pesquisa p' gerada pela iteracdo do
método CG satisfaz a condi¢ao
(ph)Ap‘ <0 (4.13)

Entdo checamos se esta é a primeira iteragdo do método CG sobre (4.9). Se for a 1°
iteracao, completa-se ela e entdo computa-se o novo ponto x! e termina-se a iteracédo
atual. Se a condigdo em (4.10) é valida e i > 0, entdo interrompe-se a iteragdo do
método CG-linear e retorna-se o ponto solugéo x* mais recente.

3%) O passo de Newton p, é entdo definido como sendo o ponto x‘ na condi¢éo
anterior.
A seguir e, por fim, daremos uma descricdo geral do método Newton-CG

proposta em Nocedal e Wright(2006, p.140). Escolhemos a sequéncia forcing como
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me = min(0,5,{IV2fill ), pois assim obteremos uma taxa de convergéncia

superlinear.

Método de Newton-CG linear(NOCEDAL; WRIGHT, 2006, p.140)
Tome o ponto inicial x°

Parak =0,1,2, ...

Compute a direcdo de pesquisa p; aplicando o método CG-linear para resolver
V2f(x*)p = —Vf(x¥), comegando pelo ponto x° = 0. Termine quando ||r, < min(0,5 ,
JIVEI||VF(x¥)||, ou se uma curvatura negativa é encontrada, como descrito na
condicao (b).

Tome x**1 = x¥ + a, p,, onde a, satisfaz as condigdes de Wolfe (4.2) ou as condi¢cdes
de Goldstein (4.3).

Fim_para
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5 SIMULAGCOES DE MINIMIZAGAO DE ALGUMAS FUNCOES COM OS
METODOS POLAK-RIBIERE E NEWTON TRUNCADO

Neste capitulo pretendemos fazer algumas simulagdes de minimizagédo com os
dois métodos discutidos no capitulo 3 e capitulo 4. Para tanto, utilizamos como
referéncia as fungdes de benchmark propostas e descritas no trabalho de Jamil e Yang
(2013) . A metodologia adotada nos testes foi a seguinte:

o Os dois métodos minimizaram as mesmas fung¢des, sob as mesmas
condigdes, para que houvesse parametros adequados de comparagao e se evitasse
enviesamento de resultados.

o Os métodos foram executados no sistema de computagdo em nuvem
Google Colab, que oferece uma plataforma de programagao em Python com todas as
bibliotecas atualizadas em sua ultima versao

o Utilizou-se a linguagem Python e as bibliotecas Scipy, Numpy e
Autograd. Nenhuma alteracgao foi feita na biblioteca, utilizou-se a configuragao padrao
de precisao pré-definida pela biblioteca Scipy para cada um dos dois métodos.

o Os métodos utilizados da biblioteca Scipy foram o Conjugate Gradiente(
referido na documentagdo do Python como CG e € baseado na versdo de Polak-
Ribiére, uma modificagdo do original algoritmo proposto por Hestenes e Stiefel) e, o
método de Newton Truncado(referido na documentacéao do Python com Newton-CG).

Algumas caracteristicas que as funcdes testes possuem sdo: i) E n-
dimensional, ou seja, a quantidade de variaveis é definida de acordo com a
conveniéncia; ii) é continua, ou seja, ndo apresenta saltos ou quebras em nenhuma
parte do intervalo onde esta definida; ii) &€ derivavel, carateristica essa, fundamental
para a iteracdo e convergéncia dos métodos estudados neste trabalho; iv) N&o
separavel; v) € unimodal, ou seja, possui unica inflexdo em sua superficie, o que
caracteriza a existéncia de um unico minimo e; vi) ndo-convexa;

A tabela 5.1 apresenta um resumo das funcdes utilizadas para simulagédo dos

testes de minimizagao e de suas caracteristicas.

Tabela 5.1 - Caracteristicas das fungdes de teste
Funcao Caracteristicas




Rosenbrock function

fX) = f(xq,x2, .0, x,) = ?z_ll[b(XHl -

x?)" + (a—x)?]

a=1eb =100

n-dimensional,
Continua,
Derivavel,
Nao-separavel,
Multimodal e

N&o-convexa

Ackley 2 Function

FX) = f(xq,x2)

= —200 exp (—0,2 /xi + x5 )

Bi-dimensional,
Continua,
Derivavel,
Unimodal e

N&o-escalavel

Wayburn Seader 3 Function

3
f(x) =2%—8x%+33x1—x1x2+5+

[(x1 —4)% + (x, — 5)* — 4]?

Bi-dimensional
Nao-separavel
Unimodal
Escalavel

Derivavel

Beale Function
Fx) =(1,5—x1 +x1x;,)?
+ (2, 25 — X1 + xle)Z

+ (2,625 — x1 + x,23)°

Bi-dimensional
Continua
Derivavel
Nao-separavel
Nao-escalavel

Unimodal

Booth Function

f(X) = (x1 + sz — 7)2 + (le + x, — 5)2

Bi-dimensional
Continua,
Derivavel,

Nao separavel,
Unimodal e

N&o-escalavel

A seguir apresentamos os graficos de nivel de cada uma das cinco fungoes:

48
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Rosenbrook Function
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Figura 1 - Gréfico Rosenbrook Function
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Figura 2 - Curvas de nivel da Rosenbrook Function



Ackley 2 Function
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Figura 3 - Gréfico da Ackley 2 Function
ackleyn2fcn
4 -180
-182
3 e
3 : //,f o h"“‘x‘\ " 3 184
/ T I
g / #____Hs 1 -186
i A Y
||I. 'II. I'I.l /) / =T \, Y ' ! 190
] i i | |
N / 1 DA
il % Il L/ ll b -
|I ,I |I ||. ! i ] i
oE % N ) )
) SR U / £y s
\ b S e e ¢ & .-"l {
NN — o / ; . a4
A ", *, Y .»—” y " r
-2 e T A
H'--.__________,--"’ s -106
= .\ . -. 108
-4 -200
-4 -3 -2 -1 1 2 3 4

Figura 4 - Curvas de nivel da Ackley 2 Function
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Beale function
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Figura 5 - Gréfico da Beale Function
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Figura 6 - Curvas de nivel da Beale Function
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Booth Function

boothfcn
2500

S 1 2000

1500

1000

500

Figura 7 - Grafico da Booth Funcition
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Figura 8 - Curvas de nivel da Booth Funcition

Na tabela 5.2 apresentamos a relagédo dos pontos de minimos e dos valores
minimos das fun¢des, segundo descrito no trabalho de Jamil e Yang (2013) que traz
uma relagdo bem detalhada de uma quantidade consideravel de fungdes

recorrentemente utilizadas na literatura para testes de otimizagao irrestrita.



Tabela 5.2 - Pontos de minimo e valores minimos da funcao

Funcao Ponto de minimo Valor minimo da fungao
fx) (x*) f&x9)
Rosenbrock x"=(1;1) fx)=0
Function
Ackley 2 Function x* = (0;0) f(x*) = =200
Wayburn Seader 3 x* = (5,611;6,187) f(x*) =21,35
Function
Beale Function x* = (3;0,5) fx")=0
Both Function x"=(1;3) fx)=0
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Os resultados retornados pela minimizagéo feita pelos métodos da biblioteca

Scipy do Python foram tratados e estdo apresentados na tabela 5.3. No entanto, os

resultados brutos, assim como o algoritmo que implementou todas as funcgbes e

métodos utilizados neste trabalho, estdo disponiveis no final deste documento em

anexo no Apéndice 1.

Tabela 5.3 - Comparagao dos métodos na minimizagao das fungdes. M_func: Valor Minimo
DA FUNCAO; N_it: Numero de iteragdes do método; N_tj: Numero de testes do Jacobiano;

E_M: Erro entre o valor minimo obtido pelo método e o valor minimo na literatura

Rosenbrook Function

Método ; M_func N_tf N_it N_{j
Polak- 1,6251 = 10~ 11 180 13 52
Ribiéere
Newton 1,5601 = 10715 11 10 52
Truncado

Ackley 2 Function
Método | M_func N_tf N_it N_tj
Polak- —199,9999 492 1 120
Ribiére
Newton —199,1075 2 1 2

Truncado
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Wayburn Seader 3 Function

Método; M_func N_tf N_it N_tj
Polak- 19,1058 96 9 24
Ribiere

Newton 19,1058 31 30 162
Truncado

Beale Function

Método ; M_func N_tf N_it N_t
Polak- 4,5209 x 10711 92 11 23
Ribiére

Newton 2,3428 x 10715 14 13 84
Truncado

Booth Function

Método l M_func N_tf N_it N_tj
Polak- 4,3121 % 10713 20 2 5
Ribiére

Newton 1,1607 = 10~ 4 3 14
Truncado

Os resultados da tabela 5.3 nos permitem comparar o desempenho de cada
um dos métodos. Utilizando como paradmetro de comparagao principal o niumero de
iteracbes de cada um dos dois métodos (N_it), vemos que o método Conjugate
Gradient (CG) obteve melhores resultados para as fungées Wayburn Seader 3, Beale
e Booth. No caso da funcédo de Rosenbrook vemos que o método de Newton truncado
obteve melhores resultados. Para a fungao de Ackley 2, os numeros de iteragbes
foram os mesmos e, nesse caso, olhando para os outros indicadores como numero
de testes do jacobiano e numero de testes da funcgéo, percebe-se que o método de

Newton Truncado obteve melhores resultados.

QOutro resultado muito importante € quao bom é aproximag¢ao que o método
consegue fazer do ponto de minimo x* e, por conseguinte, o quao préoximo o método
consegue estimar o valor de minimo da fungdo. A tabela 5.4 nos fornece esse

resultado.



Tabela 5.4 - Comparativo dos erros entre valor estimado (M_func) e valor tedrico
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(M_tedrico)
Rosenbrook Function
Método | M_func M_tedrico Erro relativo(%)
Polak- 1,6251 x 10~11 0 0
Ribiere
Newton 1,5601 * 10715 0 0
Truncado
Ackley 2 Function
Método | M_func M_tebrico Erro relativo(%)
Polak- —199,9999 —200 -0
Ribiere
Newton —199,1075 —-200 -0
Truncado
Wayburn Seader 3 Function
Método; M_func M_tedrico Erro relativo(%)
Polak- 19,1058 21,35 10
Ribiére
Newton 19,1058 21,35 10
Truncado
Beale Function
Método; M_func M_tedrico Erro relativo(%)
Polak- 4,5209 x 10711 0 -0
Ribiéere
Newton 2,3428 x 10715 0 -0
Truncado
Booth Function

Método; M_tedrico Erro relativo(%)
Polak- 4,3121 10713 0 -0
Ribiere
Newton 1,1607 x 10~17 0 -0

Truncado
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6 CONCLUSAO

Cremos que o objetivo proposto para este trabalho foi alcangado, pois
apresentamos, como estabelecido, uma introducio suscinta mas precisa a otimizagao
continua, expondo os fundamentos matematicos necessarios, assim como o estudo
dos métodos de Polak-Ribiére e de Newton truncado. Nesse sentido, destacamos que
a contribuicio deste trabalho reside na apresentacdo de um meio simples de se aplicar
métodos robustos de otimizagdo(minimizagcdo) com o uso da linguagem de
programacao Python, que é um recurso gratuitamente disponivel na internet e de facil
aprendizado. Todavia, os resultados das simulagdes mostram um detalhe passivel de
investigagédo em novos trabalhos, a saber, o fato de o método de Newton Truncado
ter apresentado resultados piores que o método de Polak-Ribiére para a minimizagao
da maioria das funcdes utilizadas, contrariando assim, a suposta superioridade de um

método de ordem dois sobre um de ordem um.
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APENDICE 1 — CODIGO EM PYTHON DOS TESTES DE MINIMIZAGAO

import warnings
warnings.filterwarnings ('ignore')

Created on Sun May 23 16:47:17 2021

@author: joasr

from scipy import optimize
import autograd.numpy as np
import math

import autograd.numpy as np
from autograd import grad, jacobian

# Rosenbrook Function
def Rosenbrook (x) :
return .5* (1-x[0])**2 + (x[1] - x[0]**2)**2

def jac Rosenbrook (x):

return np.array( (-
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2%.5*%(1 = x[0]) = 4*x[0]*(x[1] - x[0]**2), 2*(x[1] - x[0]**2)))
# Ackley 2 Function
def Ackley 2(x):
if isinstance(x, np.numpy boxes.ArrayBox): #teste se a variavel x é u

m ArrayBox, caso seja, acessa seu atributo value e
return -200*math.exp (-
0.002*math.sqrt (x[0] . value**2 + x[1]. value**2))
else:

O retorna

return -200*math.exp (-0.002*math.sqrt (x[0]**2 + x[1]**2))

# Wayburn Seader 3 Function
def Wayburn S3(x):

return 2* (x[0]**3/3) - 8*x[0]**2 + 33*x[0] -
x[0]*x[1] + 5 + ((x[0] = 4)**2 + (x[1] = H)**2 - 4

# Beale Function
def Beale(x):

return (1.5 - x[0] + x[0]*x[1])**2 + (2.25 - x[0]
2 4+ (2.625 = x[0] + x[0]*(x[1]1**3))*x*2

# Booth Function
def Booth (x):

)**2

+ x[0]* (x[1]**2))**



return (x[0] + 2*x[1] =-7)**2 + (2*x[0] + x[1] - 5)**2

rl
r2 = optimize.minimize (Rosenbrook, [2, -1], method="Newton-

optimize.minimize (Rosenbrook, [2, -1], method="CG")

CG", jac=jacobian (Rosenbrook))

r3
rd
CG", jac=jacobian (Ackley 2))

optimize.minimize (Ackley 2, [2, -1], method="CG")

optimize.minimize (Ackley 2, [2, -1], method="Newton-

r5
r6
CG", jac=jacobian (Wayburn S3))

optimize.minimize (Wayburn S3, [2, -1], method="CG")

optimize.minimize (Wayburn S3, [2, -1], method="Newton-

r7 = optimize.minimize (Beale, [2, -1], method="CG")
r8 = optimize.minimize (Beale, [2, -1], method="Newton-
CG", jac=jacobian(Beale))

r9 = optimize.minimize (Booth, [2, -1], method="CG")
r10 = optimize.minimize (Booth, [2, -1], method="Newton-
CG", jac=jacobian (Booth))

print (float (rl.fun)**11)
print ("Método CG - Rosenbrook \n",rl)
print ("\n\n\nMétodo Newton-CG - Rosenbrook \n",r2)

print ("\n\n\n Método CG - Ackley 2 \n",r3)
print ("\n\n\n Método Newton-CG - Ackley 2 \n",r4)

print ("\n\n\n Método CG - Wayburn S3 \n",r5)
print ("\n\n\n Método Newton-CG - Wayburn S3 \n",r6)

print ("\n\n\n Método CG - Beale \n",r7)
print ("\n\n\n Método Newton-CG - Beale \n",r8)

print ("\n\n\n Método CG - Booth \n",r9)
print ("\n\n\n Método Newton-CG - Booth \n",rl0)
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APENDICE 2 - RESULTADOS BRUTOS DA EXECUGAO DO CODIGO

Método CG - Rosenbrook

fun:
jac:
message:
nfev:
nit:
njev:
status:
success:
X:

1.650917861123459%e-11
array([-6.15448419e-06, 2.53833953e-071)
'Optimization terminated successfully.'’
108
13
27
0
True

array([0.99999426, 0.99998863])

Método Newton-CG - Rosenbrook

fun:

jac:
message:
nfev:
nhev:
nit:
njev:
status:
success:
X :

1.5601357400786612e-15
array ([ 1.05753092e-07, -7.48325277e-08])
'Optimization terminated successfully.'
11
0
10
52
0
True
array([0.99999995, 0.99999988])

Método CG - Ackley 2

fun:
jac:
message:

loss.'

nfev:
nit:
njev:
status:
success:
X1

-199.99999999956327
array([0.34470749, 0.3846302 1)
'Desired error not necessarily achieved due to precision

492

1

120

2
False

array([-9.76534853e-10, 4.88267426e-10])

Método Newton-CG - Ackley 2

fun:
jac:
message:
nfev:
nhev:
nit:
njev:
status:
success:
X:

-199.10756983090647
array([0., 0.1)

'Optimization terminated successfully.'
2

oON B O

True
array([ 2., -1.1)
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Método CG - Wayburn S3
fun: 19.105879794568004
jac: array([ 1.19209290e-06, -2.3841857%e-07])

message: 'Optimization terminated successfully.'
nfev: 96
nit: 9
njev: 24

status: O
success: True
x: array([5.14689673, 6.83958974])

Método Newton-CG - Wayburn S3
fun: 19.105879794568025
jac: array([5.08273568e-06, 8.04771483e-06])

message: 'Optimization terminated successfully.'
nfev: 31
nhev: 0
nit: 30
njev: 162
status: 0

success: True
x: array([5.14689674, 6.83958975])

Método CG - Beale
fun: 4.5209698652403765e-11
jac: array([-4.75759725e-06, -2.05721620e-06])

message: 'Optimization terminated successfully.'
nfev: 92
nit: 11
njev: 23
status: 0

success: True
x: array([2.99998321, 0.49999578])

Método Newton-CG - Beale
fun: 3.753911232411541e-15
jac: array([-5.20798790e-07, 8.57500417e-071)

message: 'Optimization terminated successfully.'
nfev: 14
nhev: 0
nit: 13
njev: 74
status: 0
success: True
x: array([2.99999997, 0.5 1)

Método CG - Booth



fun:

jac:
message:
nfev:
nit:
njev:
status:
success:
X:
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4.3121006620681157e-13
array([2.80883339%9e-06, 2.90473955e-061])
'Optimization terminated successfully.'
20
2
5
0
True
array([1.00000013, 3.00000018])

Método Newton-CG - Booth

fun:

jac:
message:
nfev:
nhev:
nit:
njev:
status:
success:
X:

1.1607378107326936e-17
array ([ 1.20051062e-08, =-7.97238542e-09])
'Optimization terminated successfully.'
4
0
3
14
0
True
array([1l., 3.1)



